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Oz

Bu ¢alismada, oriintii tamima ve makine 6grenmesi uygulamalarinda oznitelik ¢ikarma isleminden sonra
etkin ézniteliklerin belirlenmesi i¢in kullanilan yontemlerden; ardisil ileri yonlii oznitelik segme (AIYOS) ve
ardisil geri yonlii oznitelik segme (AGYOS) algoritmalart simiflandirma dogrulugu ve hiz bakimindan
karsilastirilmistir. Bu yéontemler, egitim kiimesinden ¢apraz dogrulama yontemi ile en yiiksek dogrulama
basarisint veren oznitelikleri belirlerken, alt egitim kiimeleri rastgele segiliv. Bundan étiirii bu yontemlerin
her kosulmasinda farkly oznitelikler sonug olarak segilebilmektedir. Dolayisiyla farkl ozniteliklerin se¢imi
ise onerilecek modelin test performansini olumlu/olumsuz etkilemektedir. Bu ¢alismada bu rastgele segcimin
dezavantajint ortadan kaldirmak i¢in bir yontem onerilmistir. Onerilen yontemin kararliigini gostermek
amaciyla egitim asamasinda AIYOS ve AGYOS algoritmalart 1000 defa kosturulmakta ve belirlenen esik
degerden fazla sayida segilen oznitelikler etkin oznitelikler olarak belirlenmektedir. Elde edilen sonuglara
gore; AIYOS algoritmasinin AGYOS’e gore yaklasik 40 kat daha hizhi oldugu ve %22 daha fazla
smiflandirma dogrulugu sagladigi goriilmiistiir.

Anahtar Kelimeler: oznitelik segme; ardisil ileri yonlii oznitelik secme; ardisil geri yonlii oznitelik segme;
siiflandirma dogrulugu; hesaplama hizi.
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Giris

Oriintii tanima ve makine Ogrenmesi son
yillarda {izerinde c¢okga arastirma yapilan
konularn baginda gelmektedir (de la Fraga ve
Coello, 2011; Jain vd., 2000; Xian ve Xian,
2013). Bu uygulamalarda genel iglem bilesenleri
Sekil 1°de gosterildigi gibi isaretin alinmasi,
onisleme, 6znitelik ¢ikarma, Oznitelik segme ve
siiflandirma/regresyondur. Bu  Dbilesenlerden
Oznitelik ¢ikarma; isaretlerin onemli
ozelliklerinin c¢ikarilip isaretleri daha diisiik
boyutlu vektorle temsil etmek ve farkli
kategorideki  isaretleri  birbirinden  ayirt
edebilmek igin yapilmaktadir. Ornegin beyin
bilgisayar arayiizii teknolojili bir tekerlekli
sandalyenin kullanicisi, aracini ileri gotiirmek
istedigi durumda diger durumlardan (geri, saga,
sola vb.) farkli olarak elektroensefalogram
isaretleri nasil bir 6riintii olusturuyor sorusunun
cevabini bulmak bir 6znitelik ¢ikarma iglemidir.
Diger taraftan, 6znitelik ¢ikarma agsamasi oriintii
tanima ve makine dgrenmesi sisteminde énemli
ve kritik bir asamadir. Ciinkii ¢ikarilan
Ozniteliklerin ~ kullanighiligr  direkt  olarak
smiflandiricinin performansini, dolayisiyla da

uygulamanin ¢alisma performansmi etkiler
(Kayikcioglu ve Aydemir, 2010).
Onisleme Oznitelik Omitelik
Cikarma Secme
Isaretin Siniflandirma&
Alinmasi Regresyon
Cikig

Sekil 1. Oriintii tamima ve makine égrenmesi
genel islem bilegenleri

Oznitelik  ¢ikarma  isleminde ¢ok  farkli
yontemler kullanilabildigi i¢in isaretleri temsil
eden farkli Oznitelikler elde edilebilmektedir.
Bazi durumlarda bir isareti temsil eden
Ozniteliklerin sayis1 yiizlerce hatta binlerce
olabilmektedir. Oznitelik sayisin  yiiksek
olmast hem zaman kaybina neden olmakta, hem
de bazi durumlarda uygulamanin dogruluk

performansi1  diistirmektedir. Bu dezavantaji
ortadan kaldirmak ve Oznitelik sayisini
diistirmek i¢in ¢esitli yontemler 6nerilmistir. Bu
yontemler ¢ikarilan 6znitelikler arasindan etkin

olanlart  belirleyerek hem  Oriintii tanima
uygulamasinin  siniflandirma  dogrulugunu
arttirmakta hem de karar verme siiresini

hizlandirmaktadir. Ardisil ileri yonlii 6znitelik
secme (AIYOS) ve ardisil geri yonlii 6znitelik
secme (AGYOS) yontemleri literatiirde bu
alanda  kullanilan  yontemlerin  basinda
gelmektedir (Ververidis ve Kotropoulos, 2008;
Li vd., 2014; Mao, 2004 ). Bu yontemler egitim
kiimesi igerisinde genelde capraz dogrulama
yontemi ile en yiiksek dogrulama (validasyon)
basarisini veren 6znitelikleri belirler. ATYOS bu
islemi Oznitelikleri teker teker se¢im kiimesine
ekleyerek belirlerken, AGYOS ise var olan
biitlin Oznitelikler igerisinden etkin olmayan
oznitelikleri ¢ikartmak suretiyle gerceklestirir.
Ancak, dogrulama asamasindaki rastgele
segimden &tlirli her kosumda ayni etkin
Oznitelikler  belirlenmez.  Dolayisiyla  test
asamasinda elde edilen siniflandirma dogrulugu
(SD) da farklilik gosterir. Reif ve Shafait
yaptiklari ¢alismada siiflandiricinin hesaplama
siiresini  azaltmak icin AIYOS yaklasimim
kullanmiglardir. Calismalarinda bu yaklagimin
siiflandirma dogrulugunu arttirdigini
gostermislerdir (Reif ve Shafait, 2014 ). Benzer

biginde Gan ve arkadaslani da AIYOS
yontemini dogrusal ayirma ayract (DAA),
destek vektor makineleri ve k- en yakin

komsuluk ydntemleri ile test ederek AIYOS
yonteminin smiflandirici dogrulugunu
arttirdigini 5 ayr 6znitelik kiimesi lizerinde test
etmiglerdir (Gan vd., 2014). Baska bir ¢calismada
ise Mao, AIYOS ve AGYOS algoritmalarint
birlikte  kullanarak  etkin  Ozniteliklerin
secilecegini hibrit bir model ile gostermistir
(Mao, 2004). Literatirdeki bu ve benzeri
calismalara karsm, AIYOS ve AGYOS
yontemlerinin egitim asamasindaki alt-egitim
kiimelerinin rastgele se¢iminden kaynaklanan
problem iizerinde durulmamstir.

Bu ¢alismada BCI  Competition 2005
yarismasinda sunulan Data Set I isimli veri
kiimesinden Aydemir ve Kayik¢ioglu (2011)
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calismasinda Onerilen yontemle Oznitelikler
cikartilmig; AIYOS ve AGYOS algoritmalar
kiyaslanarak kararli, sabit ve etkin 6zniteliklerin
belirlenebilmesi i¢in bir yontem Onerilmistir.
Ayrica, AIYOS ve AGYOS yontemleri etkin
Ozniteliklerin seg¢ilmesi kabiliyeti ve hesaplama
hizi bakimindan da karsilagtirilmistir. Bulunan
sonuglar; AIYOS yéntemi ile daha kararli ve
etkin Ozniteliklerin segilebilecegini ve bu
yontemin AGYOS’e gore ¢ok daha hizhi
oldugunu gostermistir.

Materyal ve Yontem

Veri Kiimesi Tanitim

BCI Competition 2005 Data Set I veri kiimesi
bir epilepsi hastasindan yaklasik bir hafta ara ile
egitim ve test verileri olmak iizere iki oturumda
kaydedilen elektrokortigogram (ECoG)
isaretlerinden olusmaktadir.  Veriler epilepsi
hastasindan, sol elinin kiigiik parmagnt (sinif )
ya da dilini (smzf 2) hareket ettirdigini
diistinmesi istendigi sirada 64 elektrot ve 1
kHz’lik 6rnekleme frekans: ile kaydedilmistir.
Her bir denemenin siiresi ise 3 saniyedir.
Sunulan veri kiimesi ilk oturumda 278 (egitim
kiimesi) ikinci oturumda 100 (test kiimesi)
deneme olmak {izere toplam 378 denemeden
olusmaktadir. Egitim ve test verileri yaklasik 1
hafta ara ile kaydedilmistir. Bu kiimelerin
siniflara gore dagilimi Tablo 1’de verilmistir.
Veri kiimesi hakkinda daha detayli bilgi (Lal
vd., 2004; Aydemir ve Kayik¢ioglu, 2010; )
¢alismalarinda bulunabilir.

Tablo 1. Deneme sayilarinin siniflara gore dagilimi

Simif Egitim Kiimesi  Test Kiimesi
SINIF 1 139 50
SINIF 2 139 50
Toplam 278 100

Oznitelik Cikarma ve Secme

Oznitelikler, BCI Competition 2005 Data Set I
veri kiimesinden Aydemir ve Kayik¢ioglu’nun
(2011) calismasinda Onerilen siirekli dalgacik
doniistimii (SDD) esasli yontem ile ¢ikarilmigtir.
SDD, genel olarak daraltilip, genisletilebilen bir
dalgacik fonksiyonu y(?) ile analiz edilecek bir
X(t) isaretinin evrigimi ile tanimlanir. Egitlik 1

dalgacik fonksiyonunu, Esitlik 2 ise evrisim
islemini ifade etmektedir.

Yes = YD) M

SDDKY (z,5) = ﬁ [x@y (52)ae )

Bu esitliklerde # z ve s sirasiyla zaman,
oteleme ve Olgek parametreleridir. SDDK ise
stirekli dalgacik doniistimi katsayilarini ifade
etmektedir. SDD 64 elektrottan kaydedilen
isaretlere  Morlet  dalgacigi  kullanilarak
uygulanmig, her bir deneme igin hesaplanan
SDDK’lerin hepsi tek bir vektor yapilarak bu
vektoriin ortalama ve standart sapma degerleri
hesaplanarak 6znitelikler ¢ikarilmistir. Boylece
bir ECoG denemesi i¢in 64x2=128 Oznitelik
cikarilmistir. Burada 64 elektrot sayisi, 2 ise
her bir denemeden ¢ikarilan 6znitelik sayisidir.

Bu calismada kolay ve hizli uygulanabilmesi
acisinda DAA siniflandiricist kullanilmigtir. Bu
yontem, 6nceden belirlenmis iki veya daha fazla
sinifin ortalama niteliklerinin istatistiksel olarak
anlaml bir farklilik gosterip gostermedigini ve
gruplarin farkliliklarini ayirt etmede en fazla
katkryr hangi degiskenlerin yaptifini test
etmekte kullanilan bir siniflandirma teknigidir.
DAA, mevcut verilerin bileskesi olan yeni bir
degisken iretir ve ilk tanimlanan simiflarin yeni
degiskene  gore  aralarindaki  farkliliklar
maksimumlagtirir.  Ayrica DAA, bir bagiml
degiskenin diger Ozelliklerin veya kistaslarin
dogrusal bileseni olarak ifade edildigi yontemler
olan varyans analizi ve regresyon analizi ile de
yakindan ilgilidir. Fakat bu iki yontemde
bagimli degisken, sayisal bir biiyiiklilk olmasina
ragmen, DAA’da bu smif etiketi gibi kategorik
bir degiskendir (Aydemir, 2013).

Sonugclar ve Tartisma

AIYOS ve AGYOS yaklasimlarmin kararlilik-
larm1 ve performanslarini test etmek i¢in ilgili
Oznitelik segme islemi egitim kiimesine 1000
kez uygulanmistir. Bu islem sonucunda
Ozniteliklerin secgilme sayist Sekil 2 ve Sekil
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3’te gosterilmektedir.  Sekil 2’de goriildigi
gibi ATYOS yénteminde birgok oznitelik 50
defadan az sayida ve sadece 3 Oznitelik 300
defadan fazla secilmesine karsm, AGYOS
yonteminde birgok 6znitelik 300 defadan fazla
sayida segilmistir. Bu sonuglardan da anlasildigi
iizere bu Oznitelik segme algoritmalart her
kosumda farkli 6znitelikleri segmektedir. Dogal
olarak da bu durum test kiimesinde elde edilen
smiflandirma basarimint etkilemektedir. Tablo
2’de 1000 kosum i¢in elde edilen test kiimesine
ait ortalama SD, standart sapma ve en kiiciik ve
en biiylik siniflandirma dogruluklart verilmistir.
SD’lerin hesaplanmast dogru tahmin edilen sinif
sayisinin, toplam sinif sayisia boliintip, 100 ile
carpilmasiyla % olarak hesaplanmstir.

Tablo 2. Belirlenen oOzniteliklerle test kiimesine ait
siiflandirma dogruluklart

AIYOS (%) AGYOS (%)

Ortalama SD ve

85.27£4.56  69.06+3.95
standart sapma
En biiyiik SD 92 79
En kiiciik SD 72 61

Tablo 2’de verilen sonuglardan da goriildigi
gibi test kiimesi icin elde edilen SD, AIYOS
i¢in %72 ile %92, AGYOS icin %61 ile %79
arasinda degismektedir ve sabit bir degerde
degildir. Bu dezavantaji ortadan kaldirmak i¢in
Esitlik 3°te verildigi gibi en yiiksek sayida
secilen Oznitelikle beraber, bunun %70.71°1

kadar sayida segilen Oznitelikler etkin
Oznitelikler olarak belirlenmesi onerilmistir.
F = round(max(D)x %) 3)

Bu esitlikte, max(D); biitiin 6znitelikler i¢cinden
en yiiksek sayida se¢im sayisini, F; bu en
yikksek saymnin en az %70.71’i kadar sayida
segilen biitiin Oznitelikleri, round ise en yakin
tam saylya yuvarlama fonksiyonunu ifade
etmektedir. %70.71 esigi elektronik filtrelerde,
kesim frekansi olarak tepe degerinin 1/v2 =
0.7071 kat1 olan noktanmn belirlenmesinden
esinlenerek Onerilmistir (Yavuz ve Aydemir,

2016). Buna gore AIYOS yénteminde en
yiiksek sayida segilen Oznitelik 76. Oznitelik
olup 535 defa secilmistir. Bunun referansliginda
378 (round(535x0.7071)=378) defadan fazla

segilen Oznitelikler (23, 57, 75 ve 76.
Ozniteliklerdir)  etkin  Oznitelikler — olarak
belirlenmistir. ~ AGYOS yonteminde ise en

yiiksek sayida segilen Oznitelik 59. Oznitelik
olup 995 defa se¢ilmistir. Bunun referansliginda
704 (round(995x0.7071)=704) defadan fazla
segilen Oznitelikler (55 adet) etkin Oznitelikler
olarak belirlenmistir.  Oznitelik segme islemi
olmadan biitlin  6zniteliklerin  kullanilmas1
durumunda ve AIYOS ve AGYOS igin
belirlenen etkin 6znitelikler ile test veri kiimesi
iizerinde elde edilen siniflandirma dogruluklar:
Tablo 3’te verilmistir. Bu sonuglar ATYOS
yontemi ile etkin Ozniteliklerin kesin olarak
secilebilecegini ve secilen Ozniteliklerle elde
edilen test siniflandirma dogrulugunun biitiin
Ozniteliklerle elde edilene gore %24, Tablo 2’de
verilen ortalama siniflandirma dogruluguna gore
%3.73  daha  basarth  sonug¢  verdigini
gostermistir. AGYOS yaklasiminin ise etkin
oznitelikleri segmede ATYOS’e gore %22 daha
diisiik oldugu goriilmektedir.

Tablo 3. Etkin Oznitelikler ile elde edilen test
smiflandirma dogrulugu
Biitiin ALYOS ile AGYOS ile
oznitelikler  belirlenen belirlenen
oznitelikler oznitelikler
SD 65 89 67

AIYOS ve AGYOS yaklagimlart hesaplama
karmagikligi bakimindan da karsilastirilmistir.
Egitim kiimesinde tek bir kosum i¢in ATYOS’iin
Oznitelikleri belirleme siiresi 2.53 saniye iken
AGYOS igin bu siire 102.25 saniyedir. Biitiin
hesaplamalar Matlab R2015b yazilim: ve Intel
Core i7-3770 CPU 3.40 GHz’lik masaiistii
bilgisayar ile yapilmistir. Bu sonuglara gore de
ALYOS yonteminin AGYOS’e gore yaklasik 40
kat daha hizli oldugu goriilmektedir.
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Determining the effective features in
sequential forward feature selection
algorithm

Extended abstract

In recent years, pattern recognition and machine
learning has become a very active research area due
to the applicability in various kind of subjects,
including brain computer interface, commercial and
financial approaches. Furthermore, it is worthwhile
mentioning that there is no definite technique to
solve any classification problem. Thus, it can be
helpful to get the most discriminative features using
feature selection algorithm. Such approaches are
generally performed in four steps: 1- preprocessing,
2- feature extraction, 3- feature selection and 4-
classification/regression. Among  these steps,
feature extraction and feature selection are very
vital for representing input signals in a reduced
feature space and for identifying discriminative
information in order to propose fast and high
performance application.

Because of there are many kind of feature extraction
method, in some cases hundreds of features might be
calculated for identifying input signals. However,
enormous number of features might reduce the
decision performance and speed which are very
crucial two parameters in pattern recognition and
machine learning approaches. In order to eliminate
those disadvantages and reduce the number of
features some techniques have been proposed. Those
techniques are used by machine learning community
for selecting the most suitable feature subset among
all the extracted feature sets in order to increase the
performance of the proposed model.

The sequential forward feature selection (SFFS) and
the sequential backward feature selection (SBFS)
algorithms are very widely used feature selection
techniques in literature. In this study, we extracted
Continuous Wavelet Transform based features from
BCI Competition 2005 Data Set I. Afterwards,
among the extracted features, the most stable and
effective features were selected by SFFS and SBFS
techniques.  BCI Competition 2005 Data Set [
includes electrocorticogram (ECoG) based brain
computer interface signals which was taken from an
epilepsy subject on two different days with about one
week of delay. In the both sessions the ECoG signals
were recorded while subject was asked to imagine of
either the left small finger or the tongue movement.

The signals were acquired with an 8x8 ECoG
platinum electrode grid (totally from 64 points)
which was placed on the contralateral (right) motor
cortex. All recordings were performed with a
sampling rate of 1 kHz (acquired 3000 samples per
channel  for every trial). Additionally, BCI
Competition 2005 Data Set I consist of 278 training
trials (139 trials for finger movements, 139 trials for
tongue movements) and 100 test trials which were
recorded in the first session and the second session,
respectively. Each trial’s duration was 3 seconds.

In this paper, SFFS and SBFS algorithms tested for
determining of effective features after feature
extraction procedure. Afterwards, they compared in
terms of classification accuracy and speed. While
those methods determine the effective features from
training data set using cross validation method, the
sub-training data sets are selected randomly. So
that, different features might be selected for every
running of those methods. Thus, selecting different
features are influenced the test performance of the
model positively/negatively, as well. Moreover, in
this paper a method is proposed to overcome this
randomly selection disadvantage. In order to show
the robustness of the proposed method the SFF'S and
SBES algorithms were run 1000 times in the training
stage. Afterwards the features, which were selected
more than the determining threshold level, were
selected as effective features. Moreover, SFFS and
SBFS algorithms were compared in terms of the
speed and classification accuracy. The obtained
results showed that, SFFS is approximately 40 times
faster than SBFS and SFFS provides more than 22%
classification accuracy.

Keywords: feature selection, sequential forward
feature selection, sequential backward feature
selection, classification accuracy, calculation speed.
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